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1 Увод

Машинско учење jе посебна област компjутерских наука коjа се бави вештачком интелигенци-
jом. Циљ алгоритама из ове области jе да почну од нуле, и успешно “науче” да решаваjу разне
проблеме.
Постоjе три основна облика машинског учења:

• Супервизирано учење.
Ови алгоритми на основу датих тренинг података и “ознака” уче да означаваjу до тада
невиђене податке. Пример супервизираног учења jе препознавање обjекта на слици.

• Несупервизирано учење
Сада су алгоритму дати само подаци, а он из њих треба да извуче скривене правилности.
Користи се за груписање података.

• Учење са поjачавањем.

Суштина учења са поjачавањем jе проблем одлучивања. Због тога се оно налази у пресеку више
научних дисциплина као што су рачунарске науке, психологиjа и неурологиjа. Мотивациjа за
алгоритме често долази из открића о начину на коjи наш мозак перципира награде и доноси
одлуке. Неки од основнох алгоритама учења са поjачавањем су врло слични начину на коjи
функционише допамински систем у људском телу.
У проблеме одлучивања спадаjу трговина на берзи, управљање возилима, играње игрица... Да
би на проблем могли применити учење са поjачавањем, довољно jе да постоjе награде и доно-
шење одлука, па уз добро дефинисане награде у ову категориjу можемо сврстати сваку људску
активност. Због тога jе оно кључ развоjа генералне вештачке интелгенциjе коjа ће бити jедна
од наjвећих прекретница у људскоj историjи.

Учење са поjачавањем jе теже од осталих облика из више разлога:

• Не постоjи супервизор, тj. неко ко нам говори коjи jе наjбољи потез у одређеноj ситуациjи.
Уместо тога добиjамо награде коjе нам даjу меру ваљаности наших акциjа.

• Награде долазе са закашњењем. Неке акциjе нам могу донети тренутну позитивну на-
граду а за пар потеза довести до катастрофалног исхода (У шаху можемо замислити
ситуациjу у коjем потез коjим смо поjели фигуру, противнику омогући да нас матира).

• Подаци коjе добиjамо зависе од акциjа коjе смо изабрали. Дакле морамо на паметан на-
чин бирати акциjе, да би добили корисне податке.

Такође, супервизирано учење можемо посматрати као поjедностављени облик учења са поjа-
чавањем.

(a) Учење са поjачавањем. (b) Гране машинског учења.
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2 Основни поjмови

2.1 Агент и окружење

Наведимо сада не тако строге дефинициjе основних поjмова коjе ћемо користити:

Дефинициjа 2.1.1. Агент jе наш алгоритам коjи интереагуjе са окружењем. Те интеракциjе
називамо акциjе и означавамо их са At.

Дефинициjа 2.1.2. Опсервациjа Ot jе сигнал коjи нам даjе неку информациjу о промени
стања система у тренутку t.

Дефинициjа 2.1.3. Стање jе скуп информациjа коjе неки обjекат памти. Стањем jе одређено
понашање тог обjекта.

Разликуjемо стање окружења (Set ) и стање агента (Sat ). Стање окружења jе његова унутрашња
репрезентациjа и углавном jе недоступно. Стање агента jе агентово виђење окружења и то су
подаци коjе агент користи да би изабрао акциjу. Нпр. у видео игрицама стање окружења jе
садржаj мемориjе, а стање агента слика екрана. У даљем тексту реч стање ће се односити на
стање агента и означаваћемо га са St.

Треба правити разлику између поjмова опсервациjа и стање. Опсервациjу агент добиjа од окру-
жења после сваке извршене акциjе. Стање jе нека функциjа свих претходних опсервациjа,
St = f(O1, ..., Ot). Нпр. то могу бити све претходне опсервациjе или само последња.

Дефинициjа 2.1.4. Награда Rt+1 jе скаларни повратни сигнал коjи нам говори колико jе
моментално добра акциjа коjу jе агент изабрао у тренутку t.

Истакнимо jош jедном да нам тренутна награда не говори колико jе заправо добра изабрана
акциjа, зато што акциjа утиче на читаву будућност. Права вредност акциjа jе кључ решавања
неког проблема, jер ако знамо колико акциjе стварно вреде, знамо и како да се понашамо.

Агент изводи акциjе унутар окружења, чиме изазива да окружење промени стање, добиjа на-
градни сигнал и опсервациjу. Циљ агента jе да максимизуjе укупну стечену награду. При иг-
рању видео игрица акциjе су могући притисци тастера а награде су промене у броjу поена.

Дакле, агент jе у стању St, бира акциjу At, затим добиjа опсервациjу Ot+1 и награду Rt+1. Ин-
декси су ствар договора, можемо ставити и Ot или Rt. У овом случаjу, промену стања окружења
замишљамо као промену тренутка, па агент награду и опсервациjу добиjа тренутак након што
бира акциjу.

Универзалност учења са поjачавањем се базира на хипотези да све циљеве можемо представити
као максимизациjу очекиване укупне награде.

Дефинициjа 2.1.5. Стање St има Марковљево своjство акко:

P[St+1|St] = P[St+1|S1, ..., St] (2.1)

Марковљево своjство нам говори да будућност зависи само од тренутног стања. Захваљуjући
томе не морамо да чувамо сва претходна стања.

Дефинициjа 2.1.6. Кажемо да jе окружење потпуно прегледно ако агент има увид у стање
окружења, Ot = Sat = Set . У супротном се ради о делимично прегледном окружењу.
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Ако важи потпуна прегледност, процес интеракциjе агента са окружењем називамо Марко-
вљев процес одлучивања (MDP). У супротном ради се о делимично прегледном Мар-
ковљевом процесу одлучивања.

Потпуна прегледност значаjно олакшава учење. Да би решили делимично прегледна окружења
прво ћемо се позабавити Марковљевим процесима одлучивања. Већина проблема у стварном
свету су делимично прегледни, нпр. робот са камером чиjи jе циљ кретање кроз простор види
само слику света испред себе, не и своjу апсолутну локациjу, у видео игрицама доступна нам
jе само слика екрана, не и мемориjа.

У случаjу делимично прегледног MDP-а, агент мора да конструише своjе стање као функциjу
виђених опсервациjа.

2.2 Компоненте агента

Наш агент може да садржи jедну или више следећих компоненти:

• Полиса (π): одређуjе понашање агента. То jе функциjа коjа слика стања у акциjе.
Може бити детерминистичка a = π(s) или стохастична π(a|s) = P[A = a|S = s].

• Вредносна функциjа (v): одређуjе колико су добра стања. Вредност jе наше предвиђање
очекиване укупне будуће награде. Приметимо да вредност стања зависи од полисе коjу
пратимо. Такође ако знамо праве вредности за свако стање, лако можемо конструисати
полису тако што “похлепно” бирамо акциjу коjа ће нас довести у стање наjвеће вредности.

vπ(s) = Eπ[Rt + γRt+1 + γ2Rt+2 + ...|St = s] (2.2)

Касниjе ћемо видети чему служи коефициjент γ.

• Модел: предвиђа шта ће окружење урадити. Можемо моделовати:

– Прелазе(транзициjе), тj. вероватноћу да из стања s дођемо у стање s′ ако смо иза-
брали акциjу a:

Pass′ = P[S′ = s′|S = s,A = a] (2.3)

– Награде, тj. очекивану укупну будућу награду ако почињемо из стања s и бирамо
акциjу a:

Ras = E[R|S = s,A = a] (2.4)

(a) Полиса. (b) Вредносна функциjа. (c) Модел.

Слика 2: Компоненте агента на примеру лавиринта. Циљ jе што брже изаћи из лавиринта. За
сваки корак губи се jедан поен (добиjа се награда -1).
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Категоризациjа агената према томе да ли садрже полису или вредносну фукциjу:

• Засновани на вредносноj функциjи.

• Засновани на полиси.

• Актер-критичари: садрже и полису и вредносну функциjу.

Поред овога агенти могу бити без модела или засновани на моделу.

Чак и када експлицитно не памтимо полису, у случаjу агената заснованих на вредности, она и
даље постоjи. У том случаjу, полиса jе бирање акциjе коjа има максималну очекивану награду.
Полиса jе оно што нам jе заправо битно. Ако знамо оптималну полису, знамо како да доносимо
наjбоље одлуке, што jе и циљ учења са поjачавањем. Међутим, често ће бити ефективниjе да
полису не учимо директно, већ преко вредносне функциjе.

Два основна проблема у секвенциjалном доношењу одлука коjима ћемо се бавити су учење
и планирање. Битно jе да разумемо разлику између ова два поjма. При учењу, агент не зна
како окружење фунционише, док jе код планирања начин функционисања окружења “уграђен”
у агентов систем доношења одлука.

Дилема истраживања и експлоaтациjе jе jедно од кључних питања учења са поjачавањем.
Када да истражуjемо а када да експлоатишемо стечено знање? Учење са поjачавањем jе учење
методом покушаjа и грешки. Да би учили морамо да истражуjемо али истовремено желимо
да минимизуjемо успут изгубљену награду. Нпр. аутомобил коjи учи да вози, при скретању
мора да покуша различита окретања волана да би научио коjе jе правилно, али ниjе исплативо
покушати све могућности jер би на таj начин слупали jако велики броj аутомобила. Jош jедан
пример jе систем реклама на интернету. Страница углавном кориснику приказуjе рекламу за
коjу веруjе да ће наjвероватниjе бити кликнута, али понекад jе корисно приказати нову рекла-
му jер се она кориснику може више свидети.

Jош jедна подела учења са поjачавањем jе на проблем предвиђања и проблем контроле. Пре-
двиђање подразумева да предвидимо очекивану укупну награду за дату полису. Приликом
контроле желимо да нађемо наjбољу полису. Видећемо да jе решавање проблема предвиђања
битан корак за проблем контроле.

(a) Таксономиjа учења са поjа-
чавањем

(b) Интеракциjа агента са
окружењем.
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3 Марковљев процес одлучивања

MDP формално описуjе окружење, у случаjу када jе оно потпуно прегледно. У овом поглављу
ћемо дефинисати наjбитниjе поjмове, коjима карактеришемо сваки MDP и над коjима вршимо
учење.

3.1 Марковљев ланац

Захваљуjући Марковљевом своjству можемо дефинисати вероватноћу прелаза из стања s у
стање s′ као:

Pss′ = P[St+1 = s′|St = s] (3.1)

Све вероватоће можемо сместити у матрицу чиме добиjамо матрицу вероватноће прелаза: . . .

P =

P11 . . . P1n
...

. . .
...

Pn1 . . . Pnn

 (3.2)

Дефинициjа 3.1.1. Марковљев процес (или Марковљев ланац) (MP) jе уређени пар
〈S,P〉, где:

• S jе коначан скуп стања.

• P jе матрица вероватноће прелаза

Марковљев процес jе насумичан процес без мемориjе, тj. низ насумичних стања са Марковље-
вим своjством.

Слика 4: Пример студентског MP-а [1]. Сваку епизоду (дан) студент започиње у стању Class
1. Епизода се завршава када дође у стање Sleep. Броjеви на стрелицама представљаjу ве-
роватноће преласка између стања. Jедне од могућих епизода су C1, C2, C3, Pass, Sleep и
C1,FB,FB,C1,C2,Sleep.
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3.2 Марковљев наградни процес

Дефинициjа 3.2.1. Марковљев наградни процес jе уређена четворка 〈S,P,R, γ〉,где:

• S jе коначан скуп стања.

• P jе матрица вероватноће прелаза.

• R jе наградна функциjа, Rs = E[Rt+1|St = s].

• γ jе фактор попуста, γ ∈ [0, 1].

Марковљев наградни процес (MRP) jе Марковљев ланац са наградама.

Слика 5: Студентски MRP. Награде се добиjаjу по изласку из стања. Награда зависи само од
стања из ког се излази, не и од изабране акциjе.

Дефинициjа 3.2.2. Поврат Gt jе укупна кумулативна награда са попустом, почевши oд
тренутка t.

Gt = Rt+1 + γRt+2 + ... =

∞∑
k=0

γkRt+k+1 (3.3)

Фактор попуста одређуjе колико су нам тренутно битне будуће награде. Што jе ближи 0, више
преферирамо тренутне награде, а што jе ближи 1, небитниjе нам jе када награде стижу.

Зашто користимо фактор попуста?

• Избегавамо бесконачне поврате у случаjу цикличних или бесконачних MDP-ева. Проблем
са бесконачним повратима jе то што не можемо разликовати траjекториjе. Нпр. агент неће
моћи да разликуjе циклус коjи нам у сваком потезу доноси награду +1000 од оног коjи
нам сваки потез доноси +1, jер jе∞∗1000 =∞∗1 =∞, а први циклус jе очигледно бољи.

• На оваj начин урачунавамо непрецизност нашег модела. Много jе вероватниjе да ће на-
граде у далекоj будућности бити погрешно процењене, па оне тренутно за нас вреде мање.
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Дефинициjа 3.2.3. Вредносна функциjа стања за MRP jе очекивани поврат почевши из
стања s:

v(s) = E[Gt|St = s] (3.4)

Циљ при раду са Марковљевим наградним процесима jе наћи ову функциjу.

Слика 6: Вредносна функциjа стања за студентски MRP за два избора попуста γ.

3.2.1 Белманове jедначине за MRP

Теорема 3.2.1. Вредносну функциjу можемо раставити на два дела: тренутну награду Rt+1

и вредност наредног поља са попустом γv(St+1):

v(s) = E[Rt+1 + γv(St+1)|St = s] (3.5)

Доказ.

v(s) = E[Gt|St = s] (3.6)

= E[Rt+1 + γRt+2 + γ2Rt+3 + ...|St = s] (3.7)
= E[Rt+1 + γ(Rt+2 + γRt+3 + ...)|St = s] (3.8)
= E[Rt+1 + γGt+1|St = s] (3.9)
= E[Rt+1 + γv(St+1)|St = s] (3.10)

Белманову jедначину jе могуће концизно записати у матричном облику: v = R+ γP.v(1)...
v(n)

 =

R1
...
Rn

+ γ

P11 ... P1n
...
Pn1 ... Pnn


v(1)...
v(n)

 (3.11)

Ово jе линеарна jедначна па jе можемо директно решити:

v = R+ γPv (3.12)
(1− γP)v = R (3.13)

v = (1− γP)−1R (3.14)

У општем случаjу, временска сложеност налажења инверзне матрице jе O(n3), ако имамо n
стања. То jе превелика сложеност за велике MDP-еве. Бавићемо се итеративним методама
за израчунавање вредносне функциjе као што су: динамичко програмирање, Монте-Карло и
Temporal-Difference учење.
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Слика 7: Белманове jедначине за студентски MRP.

3.3 Марковљев процес одлучивања

Дефинициjа 3.3.1. Марковљев процес одлучивања jе уређена петорка 〈S,A,P,R, γ〉

• S jе коначан скуп стања.

• A jе коначан скуп акциjа.

• P jе матрица вероватноће прелаза, Pass′ = P[St+1 = s′|St = s,At = a].

• R jе наградна функциjа, Ras = E[Rt+1|St = s,At = a].

• γ jе фактор попуста, γ ∈ [0, 1].

Марковљев процес одлучивања jе Марковљев наградни процес са доношењем одлука.

Дефинициjа 3.3.2. Полиса (π) jе дистрибуциjа акциjа по стањима,

π(a|s) = P[At = a|St = s] (3.15)

Полиса jе стационарна (не мења се током времена) захваљуjући Марковљевом своjству.

За дати MDPM = 〈S,A,P,R, γ〉 и полису π:

• Низ стања S1, S2, ... jе Марковљев ланац 〈S,Pπ〉

• Низ стања и награда S1, R1, S2, ... jе Марковљев наградни процес 〈S,Pπ,Rπ, γ〉,

• Pπ i Rπ су укупна вероватноћа по свим могућим акциjама да из стања s дођемо у стање
s′ и просечна награда по свим могућим акциjама,

Pπss′ =
∑
a∈A

π(a|s)Pas,s′ (3.16)

Rπs =
∑
a∈A

π(a|s)Ras (3.17)
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Слика 8: Студентски MDP. Сада награде зависе и од акциjе коjу бирамо. Овог пута Pub ниjе
стање, већ пример стохастичне транзициjе из стања Class3 у неко од наредних стања.

3.3.1 Вредносне функциjе

Дефинициjа 3.3.3. Вредносна функциjа стања (вредност стања) vπ(s) за MDP jе очекивана
кумулативна награда (поврат) почевши из стања s, и пратећи полису π:

vπ(s) = Eπ[Gt|St = s] (3.18)

Дефинициjа 3.3.4. Вредносна функциjа акциjа (вредност акциjе) qπ(s, a) за MDP jе оче-
кивана кумулативна награда (поврат) ако почињемо из стања s, бирамо акциjу a, и пратимо
полису π:

qπ(s, a) = Eπ[Gt|St = s,At = a] (3.19)

3.3.2 Белманове jедначине очекивања

Поново можемо вредносну функциjу стања раставити на тренутну награду и вредност наредног
стања са попустом,

vπ(s) = E[Rt+1 + γvπ(St+1)|St = s] (3.20)

Слично се раставља и вредносна функциjа акциjа,

qπ(s, a) = E[Rt+1 + γqπ(St+1, At+1)|St = s,At = a] (3.21)

Можемо комбиновати ове две функциjе, чиме добиjамо:

vπ(s) =
∑
a∈A

π(a|s)qπ(s, a) (3.22)

qπ(s, a) = Ras + γ
∑
s′∈S
Pass′vπ(s′) (3.23)
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Ако повежемо претходне две jедначине, добиjамо рекурзивне формуле:

vπ(s) =
∑
a∈A

π(a|s)

(
Ras + γ

∑
s′∈S
Pass′vπ(s′)

)
(3.24)

qπ(s, a) = Ras + γ
∑
s′∈S
Pass′

∑
a′∈A

π(a′|s′)qπ(s′, a′) (3.25)

Све што нам ове jедначине у суштини говоре jе да je вредносна функциjа у неком тренутку
jеднака збиру тренутне награде и наредне вредносне функциjе.

Претходне jедначине нам говоре како да нађемо вредносне функциjе за дату полису, али не и
како да нађемо наjбољу полису.

Слика 9: Вредносне функциjе и Белманове jедначине очекивања за студентски MDP.

Дефинициjа 3.3.5. Оптимална вредносна функциjа стања v∗(s) jе наjвећа могућа вред-
ност неког стања по свим могућим полисама

v∗(s) = max
π

vπ(s) (3.26)

Дефинициjа 3.3.6. Оптимална вредносна функциjа акциjе q∗(s, a) jе наjвећа могућа
вредност неке акциjе по свим могућим полисама

q∗(s, a) = max
π

qπ(s, a) (3.27)

Да би пронашли оптималну полису довољно jе да знамо оптималну вредност свих акциjа. Пре-
ма томе, решавање MDP-а се може свести на проналажење q∗(s, a).

3.3.3 Оптимална полиса

Дефинициjа 3.3.7. За две дате полисе π и π′ важи π ≥ π′ ако важи vπ(s) ≥ vπ′(s),∀s.

Теорема 3.3.1. За сваки MDP:

• Постоjи бар jедна оптимална полиса π∗, коjа jе боља од или jеднака свим осталим поли-
сама,
π∗ ≥ π,∀π.

• Све оптималне полисе достижу оптималну вредносну функциjу стања, vπ∗(s) = v∗(s).

• Све оптималне полисе достижу оптималну вредносну функциjу акциjа, qπ∗(s, a) = q∗.(s, a)
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Доказ ове теореме следи на краjу наредног поглавља.

Када знамо q∗(s, a), оптималну полису можемо наћи максимизациjом по q∗(s, a),

π∗(a|s) =

1, a = argmax
a∈A

q∗(s, a)

0, u suprotnom
(3.28)

Дакле, за сваки MDP постоjи детерминистичка оптимална полиса.

Слика 10: Оптималне вредносне функциjе стања и акциjе.

Слика 11: Оптимална полиса за студентски MDP.

3.3.4 Белманове jедначине оптималности

Белманове jедначине оптималности служе налажењу оптималне полисе. И до Белманових jед-
начина оптималности долазимо раздваjањем вредносних функциjа тако што гледамо корак у
будућност.
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v∗(s, a) = max
a

q∗(s, a) (3.29)

q∗(s, a) = Ras + γ
∑
s′∈S
Pass′v∗(s′) (3.30)

v∗(s, a) = max
a

(
Ras + γ

∑
s′∈S
Pass′v∗(s′)

)
(3.31)

q∗(s, a) = Ras + γ
∑
s′∈S
Pass′ max

a′
q∗(s

′, a′) (3.32)

Белманове jедначине оптималности нису линеарне, па их не можемо директно решити. Постоjи
мноштво итеративних решења коjима ћемо се бавити: итерациjа вредности, итерациjа полисе,
Q-учење.

Слика 12: Белманова jедначина оптималности за студентски MDP.

Случаj итеративне примене неке од jедначина на стање или пар стање акциjа, називамо Бел-
манов оператор (нпр. Белманов оператор оптималности).
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4 Планирање динамичким програмирањем

У претходном поглављу смо се упознали са основним поjмовима везаним за Марковљеве проце-
се одлучивања. Сада ћемо видети како уз помоћ Белманових jедначина можемо оценити неку
полису, па потом доћи и до оптималне.

Подсетимо се да при планирању агент има увид у начин функционисања окружења, па се ра-
ди о MDP-у. Шта у нашем контексту значе речи динамичко и програмирање? Проблем jе
динамички ако има секвенциjалну или временску компоненту. Дакле, за све што се одвиjа у
“корацимa” кажемо да jе динамичко. Програмирање у математичком смислу представља оп-
тимизациjу неког “програма”, у нашем случаjу полисе. Заjедно, ови поjмови означаваjу методе
оптимизациjе секвенциjалних проблема.

Динамичко програмирање се као метода састоjи из три дела: разбиjање проблема на мање
подпроблеме, решавање тих подпроблема и комбиновање њихових решења.
Генeрално за проблеме коjе на оваj начин решавамо мораjу да важе два своjства:

• Оптимална структура подразумева да проблем можемо поделити на делове чиjа ис-
комбинована решења даjу решење полазног проблема.

• Подпроблеми коjи се преклапаjу. У току решавања, више пута наилазимо на исти
подпроблем. Решења памтимо, и следећи пут када наиђемо на исти проблем довољно jе
да прочитамо већ израчунато, чиме штедимо време.

Слика 13: Пример проблема са ова два своjства. Циљ jе наћи дужину пута од чворова S1,S2 и
S3 до чвора D. Дужину пута од S1 до D можемо разложити на збир дужина од S1 до A и од A
до D. Слично делимо путеве из S2 и S3. Дужину пута од A до D користимо 3 пута, приликом
тражења решења за свако од почетних поља. Када би jе сваки пут рачунали морали би да
прођемо 4 + 4 + 4 = 12 чворова (A, B, C, D сваки пут). Ако запамтимо дужину пута из чвора
A, мораћемо да прођемо 4 + 1 + 1 = 6 чворова. За већи граф ова разлика била би jош већа.

Марковљеви процеси одлучивања задовољаваjу оба своjства. Белманове jедначине даjу начин
да проблем поделимо, а вредносне функциjе чуваjу израчуната решења.
Динамичко програмирање се у MDP-у користи за:

• Предвићање: за дати MDP и полису (што jе исто што и MRP) израчунава вредносну
функциjу.

• Контролу: за дати MDP даjе оптималну вредносну функциjу и оптималну полису.
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4.1 Оцена полисе

Оценити дату полису значи наћи њену вредносну функциjу стања. Ово постижемо итеративном
применом Белманове jедначине очекивања, синхронисано, на сва стања одjедном (V 1

π → V 2
π →

...→ vπ). Са V означавамо оцену вредности а са v праву вредност. У сваком кораку сва стања
ажурирамо формулом:

V k+1
π (s) =

∑
a∈A

π(a|s)

(
Ras + γ

∑
s′∈S
Pass′V k

π (s
′)

)
(4.1)

Слика 14: Визуелизациjа Белманове jедначине очекивања.

Слика 15: Пример итеративне оцене полисе [2]. Стања су поља матрице. У сваком кораку агент
може прећи у jедно од суседних поља матрице (горе, доле, лево или десно). За сваки протекли
корак добиjа се награда -1, сива поља су терминална. Агент прати насумичну полису.
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4.2 Итерациjа полисе

Итерациjом долазимо до оптималне полисе. Алгоритам се састоjи из два дела: за дату полису
π:

• Вршимо оцену полисе, чиме налазимо vπ,

• Унапређуjемо полису тако што бирамо акциjе похлепно у односу на vπ :

π′ = greedy(vπ) (4.2)

Похлепно значи да бирамо акциjу коjа максимизуjе Ras + γ
∑

s′∈S Pass′vπ(s′).

Оваj поступак понављамо до конвергенциjе. У општем случаjу биће потребан велики броj ко-
рака.

Слика 16: Итерациjа полисе. Ово jе пример продавнице коjа изнаjмљуjе аутомобиле [3] на две
локациjе. На свакоj од њих може бити наjвише 20 аутомобила. Стања су уређени парови (броj
возила на првоj локациjи, броj возила на другоj локациjи) на краjу дана. У току ноћи можемо
пребацити до 5 аутомобила са jедне локациjе на другу, и то су акциjе. Добиjамо награду 10$ за
сваки изнаjмљен ауто. Броj захтева и враћених аутомобила у току дана jе насумичан, али
знамо да у просеку на првоj локациjи имамо 3 захтева и 3 враћена возила, а на другоj 4
захтева и 2 враћена возила. На сликама, свака тачка представља неко стање, а броjеви унутар
ограничених површина представљаjу броj аутомобила коjе треба да преместимо са прве на
другу локациjу. Алгоритам већ после 4 итерациjе долази до оптималне полисе. Видимо да ће
чешће бити оптимално да пребацуjемо аутомобиле са прве на другу локациjу, што jе и логично
jер са друге одлази више аутомобила него што долази. Последња слика представља оптималну
вредносну функциjу сваког стања.
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Слика 17: Визуелизациjа итерациjе полисе.

4.2.1 Доказ конвергенциjе

Лема 4.2.1. Нека нам jе дата детерминистичка полиса π и почетно стање s. Ако jедан ко-
рак пратимо полису π′, добиjену као π′(s) = argmax

a∈A
q∗(s, a), повећаћемо функциjску вредност

почетног стања.

Доказ. Нека jе нова вредност стања jеднака jе qπ(s, π′(s)). Тада важи:

qπ(s, π
′(s)) = max

a∈A
qπ(s, a) ≥ qπ(s, π(s)) = vπ(s) (4.3)

Теорема 4.2.1. Итерациjа полисе увек конвергира оптималноj полиси.

Доказ. Нека jе почетна полиса π, а π′ полиса добиjена као π′(s) = argmax
a∈A

q∗(s, a). Покажимо

прво да jе π′ ≥ π. На основу леме 4.2.1 следи:

vπ(s) ≤ qπ(s, π′(s)) = Eπ′ [Rt+1 + γvπ(St+1)|St = s] (4.4)
≤ Eπ′ [Rt+1 + γqπ(St+1, π

′(St+1))|St = s] (4.5)

≤ Eπ′ [Rt+1 + γRt+2 + γ2qπ(St+2, π
′(St+2))|St = s] (4.6)

≤ Eπ′ [Rt+1 + γRt+2 + ...|St = s] = vπ′(s) (4.7)

Ако побољшање престане, то jест ако vπ′(s) = vπ(s),∀s, важиће:

qπ(s, π
′(s)) = max

a∈A
qπ(s, a) = qπ(s, π(s)) = vπ(s) (4.8)

Али тада jе задовољена jедна од Белманових jедначина оптималности:

vπ(s) = max
a∈A

qπ(s, a) (4.9)

Одатле следи да jе vπ(s) = v∗(s), ∀s, чиме jе теорема доказана.

Да ли jе неопходно да сваки пут оцена полисе конвергира vπ? Можемо се зауставити и раниjе.
Да би извршили корак побољшања полисе потребно jе да за свако стање знамо акциjу са
наjвећом вредносном функциjом. Ниjе увек неопходно знати баш тачне вредности акциjа да би
знали коjа jе наjбоља. Могли би да се зауставимо када промене вредносних функциjа постану
довољно мале, или jедноставно након сваких k итерациjа.
Заправо уопште не морамо да итерирамо до вредносне функциjе коjа нам за свако поље даjе
наjбољу акциjу пратећи дату полису. Зашто бисмо чекали на сва стања, ако можемо одмах
искористити стечено знање у неким од њих? Када jе k = 1, тj. када радимо само jедан корак
процене и одмах потом похлепно побољшавамо полису долазимо до алгоритма итерациjе
вредносне функциjе.
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Слика 18: Наставак примера са матрицом из секциjе 4.1. Ово су полисе коjе би добили похлеп-
ним побољшањем после сваке од итерациjа. Видимо да већ у трећоj итерациjи знамо коjа jе
наjбоља акциjа у сваком од стања.

4.3 Итерациjа вредносне функциjе

Као што смо рекли, итерациjа вредносне функциjе jе специjалан случаj итерациjе полисе. При
сваком кораку вршимо операциjу:

Vk+1(s) =
∑
a∈A

π(a|s)

(
Ras + γ

∑
s′∈S
Pass′Vk(s′)

)
(4.10)

Сада π ажурирамо после сваке примене ове операциjе. То значи да ће, за разлику од итерациjе
полисе, овде π увек бити похлепна полиса. Због тога њу ниjе потребно експлицитно памтити.
Замењуjемо jе jедним оператором максимизациjе:

Vk+1(s) = max
a∈A

(
Ras + γ

∑
s′∈S
Pass′Vk(s′)

)
(4.11)

Сада немамо експлицитну полису, радимо директно на вредносноj фукциjи, па отуд и назив
итерациjа вредносне фукциjе. Приметимо да jе претходна jедначина заправо Белманова jедна-
чина оптималности. То значи да jе Белманова jедначина очекивања, у случаjу када jе полиса
похлепна у односу на вредносне функциjе, ништа друго него jедначина оптималности.

Сагледаjмо оваj алгоритам и на други начин, почевши из Белманових jедначина оптималности,
без разматрања било какве полисе. Знамо да смо нашли оптималну вредносну функциjу када
су оне задовољене. Осврнимо се на jедно своjство оптималних полиса коjе нам може помоћи
да додатно мотивишемо итеративну примену Белмановог оператора оптималности.

Теорема 4.3.1. (Принцип оптималности): Полиса π(a|s) достижe оптималну вредност из
стања s, vπ(s) = v∗(s), ако и само ако за свако стање s′ доступно из s, π достиже оптималну
вредност за то стање, vπ(s′) = v∗(s).
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Дакле, ако знамо решење подпроблема v∗(s
′), вредност v∗(s) можемо наћи гледањем jедан

корак у будућност:

v∗(s) = max
a∈A

(
Ras + γ

∑
s′∈S
Pass′v∗(s′)

)
(4.12)

Намеће се идеjа о итеративноj примени Белманових оператора оптималности. Али да ли она
заиста конвергира? Одговор на ово питање jе потврдан и у наредном одељку ћемо видети како
да то и докажемо.

Како можемо интуитивно схватити начин функционисања овог алгоритма? Замислимо окру-
жење у коjем постоjи jедно терминално стање. За улазак у то стање добиjа се велика позитивна
награда (+100), а за остала мала негативна (−1). Инициjализуjемо вредносну функциjу за сва-
ко стање на 0. После првог корака ће вредност сваког стања бити вредност тренутне награде,
дакле +100 за терминално и −1 за остала. При другом кораку, стања суседна терминалном ће
узети у обзир велику награду коjа се из њега добиjа, jер се она сада налази у његовоj вред-
носноj функциjи. Зато ће после другог корака вредносна функциjа и ових стања бити велика
(−1 + γV (terminal)). У наредном кораку, велика награда ће доћи до стања удаљених два ко-
рака од терминалног, итд. Награде се на оваj начин пропагираjу кроз цео простор. Тек када
све битне награде дођу до неког стања алгоритам ће знати коjа jе наjбоља акциjа у њему.

Слика 19: Пример итерациjе вредносне функциjе. Циљ jе доћи у горње лево (терминално) поље.
За сваку транзициjу добиjа се награда −1.

4.4 Доказ конвергенциjе оцене полисе и итерациjе вредносне функциjе

Како знамо да итерациjа вредносне функциjе конвергира v∗, или да итеративна оцена полисе
конвергира vπ, а самим тим и да итерациjа полисе конвергира v∗? Да ли су ова решења jедин-
ствена или постоjе локални максимуми? Колико брзо конвергираjу наши алгоритми? Одговор
на ова питања даjе нам теорема о контракциjама.

Размотримо векторски простор V свих могућих вредносних функциjа стања. Оваj простор има
|S| димензиjа. Свака тачка у простору представља jедну вредносну функциjу v. Показаћемо да
применом Белманових jедначина приближавамо ове тачке захваљуjући чему оне конвергираjу
jединственом решењу.
Меримо удаљеност између тачака u и v преко ∞-норме, коjа представља максимални елемент
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вектора:
||u− v||∞ = max

s∈S
|u(s)− v(s)| (4.13)

Означимо Белманов оператор очекивања са T π,

T π(v) = Rπ + γPπv (4.14)

Контракциjе су функциjе на метричком простору (V, d) за коjе важи d(f(x), f(y)) ≤ kd(x, y),
где jе V векторски простор а d функциjа коjа мери удаљеност.
Оператор T π jе γ контракциjа, тj. приближава тачке бар γ пута,

||T π(u)− T π(v)||∞ = ||(Rπ + γPπu)− (Rπ + γPπv)||∞ (4.15)
= ||γPπ(u− v)||∞ (4.16)
≤ ||γPπ||u− v||∞||∞ (4.17)
≤ γ‖|u− v||∞ (4.18)

(4.19)

Теорема 4.4.1. За сваки метрички простор V коjи jе затворен под оператором T (v), где jе T
γ-контракциjа, важи: T конвергира jединственоj фиксноj тачки брзином γ

На основу претходне теореме, Белманов оператор очекивања има фиксну тачку, а знамо да vπ
задовољава ту Белманову jедначину, што значи да jе баш то фиксна тачка. Овим смо доказали
да итеративна оцена полисе конвергира vπ, чиме смо допунили претходни доказ да итерациjа
полисе конвергира v∗.
И Белманову jедначину оптималности можемо посматрати као оператор над простором вред-
носних функциjа. На сличан начин се доказуjе да таj оператор представља контракциjу чиjа
jе фиксна тачка v∗

4.5 Преглед обрађених алгоритама

Проблем Белманова jедначина Алгоритам

Предвиђање Белманова jедначина очекивања Итеративна оцена
полисе

Контрола Белманова jедначина очекивања +
похлепно побољшање полисе Итерациjа полисе

Контрола Белманова jедначина оптималности Итерациjа вредно-
сне функциjе

За алгоритме коjе смо у овом поглављу обрадили довољна jе била вредносна функциjа стања.
Временска сложеност итерациjе вредносне функциjе jе O(mn2) по итерациjи, за n стања и m
акциjа (из сваког стања разматрамо: сваку акциjу и сва стања у коjа том акциjом можемо
доћи). Када би у овим алгоритмима користили вредносну функциjу акциjа, сложеност би била
O(m2n2) по итерациjи. Видећемо да jе у случаjу контроле без модела, и поред лошиjе сложе-
ности, неопходно користити q(s, a).
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5 Предвиђање без модела

У прошлом поглављу научили смо како се решаваjу Марковљеви процеси одлучивања. Ко-
ристили смо чињеницу да имамо увид у динамику MDP-a (вероватноће прелаза у одређена
стања при одређеним акциjама). Ово ниjе случаj у већини реалних проблема. За сва окружења
и даље постоjи MDP на основу коjег се мења само окружење, али га ми или не можемо сазна-
ти, или jе jедноставно превише компликован. Замислимо робота коjи учи да шутира лопту.
Стање MDP-a у том случаjу jе распоред свих молекула на фудбалском терену, што очигледно
ниjе погодна репрезентациjа. Сада ћемо размотрити алгоритме коjи врше оцену полисе када
динамика окружења ниjе позната.

5.1 Монте Карло (MC) учење

Монте Карло методе користе врло jедноставну идеjу: вредносна функциjа jе jеднака очекиваноj
вредности поврата. Циљ нам jе да научимо vπ из епизода виђених пратећи полису π:

S1, A1, R2, ..., Sk ∼ π (5.1)

Подсетимо се да jе поврат jеднак укупноj награди са попустом:

Gt = Rt+1 + γRt+2 + ...+ γT−1RT (5.2)

А да jе вредносна функциjа jеднака очекиваном поврату:

vπ(s) = Eπ[Gt|St = s] (5.3)

Монте Карло оцена полисе користи експериментално добиjену средњу вредност уместо оче-
киване вредности.
Да би оценили вредност стања s, за свако поjављивање тог стања у свакоj епизоди:

• Повећавамо броjач посета: N(s) = N(s) + 1

• Повећавамо укупни поврат: S(s) = S(s) +Gt

Вредост стања се рачуна као V (s) = S(s)/N(s). Према закону великих броjева V (s) → vπ(s)
када N(s)→∞.

Размотримо Монте Карло оцену на примеру поjедностављеног Блек Џека [4]. Свако стање jе
одређено са три броjа: сума агентових карата (12-21), карта коjу дилер показуjе (ас-10) и да
ли агент има aса (да-не).
Могуће акциjе су stick (агент више не добиjа карте, епизода се завршава) и twist (агент добиjа
jош jедну карту).
Награде за stick су:

• +1 ако jе сума агентових карата > сума дилерових карата

• 0 ако су jеднаке

• −1 ако jе мања

Награде за twist су:

• −1 ако сума агентових карата > 21 (и епизода се завршава)

• 0 у супротном
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Агент аутоматски бира twist ако му jе сума карата мања од 12 jер тиме сигурно неће прећи 21.
Агент прави jедноставну полису: stick ако jе сума карата ≥ 20, иначе twist.
После 10 и 500 хиљада епизода, добиjамо следеће вредносне функциjе:

Слика 20: Вредносне функциjе у примеру Блек Џека.

Ниjе неопходно чувати и N и S, можемо итеративно рачунати средњу вредност:

µk =
1

k

k∑
j=1

xj (5.4)

=
1

k
(xk +

k−1∑
j=1

xj) (5.5)

=
1

k
(xk + (k − 1)µk−1) (5.6)

= µk−1 +
1

k
(xk − µk−1) (5.7)

Разлику xk − µk−1 можемо схватити као грешку процене а 1
k као величину корака коjим се

крећемо у смеру xk. За k = 1, било би µk = xk. Све итеративне оцене коjе се користе имаjу
овакав облик: нова процена = стара процена + величина корака ∗ грешка.

За проблеме коjи нису стационарни, корисно jе увести могућност заборављања искуства. Ово
можемо постићи фиксном величином корака α (α ∈ [0, 1]):

V (St) = V (St) + α(Gt − V (St)) (5.8)

На таj начин, удео вредности у суми опада експоненциjално, што се лако види ако претходну
формулу презапишемо:

V (St) = (1− α)V (St) + αGt (5.9)

= αGt + (1− α)(αGt−1 + α(1− α)Gt−2 + · · ·+ α(1− α)t−2G1) (5.10)

= αGt + α(1− α)Gt−1 + α(1− α)2Gt−2 + · · ·+ α(1− α)t−1G1 (5.11)
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Заборављање искуства ће бити битно при тражењу оптималне полисе, зато што ћемо тада
мењати полису а самим тим ће се мењати и праве вредности вредносне функциjе.

MC методе уче директно из виђених епизода, али морамо да сачекамо краj епизоде да би ажу-
рирали вредносне функциjе, што доноси низ ограничења (нпр. не може се применити на случаj
MDP-ева у коjима епизоде jако дуго траjу или се никада не завршаваjу).

5.2 Temporal-Difference (TD) учење

Слично Монте Карло учењу, TD методе уче директно из виђених епизода и не користе модел.
Међутим, ове методе уче из непотпуних епизода, поступком коjи се назива бутстрепинг. Бут-
стрепинг значи да тренутну процену вршимо на основу неке друге процене. У MC учењу смо
морали да сачекамо да се епизода заврши,а у наjjедноставниjоj верзиjи TD учења ћемо оцену
померати у смеру збира тренутне награде и процене вредносне функциjе наредног стања.

Формула за итеративно ажурирање вредносне функциjе:

V (St) = V (St) + α(Rt+1 + γV (St+1)− V (St)) (5.12)

Rt+1 + γV (S + t+ 1) се назива TD мета. δt = Rt+1 + γV (S + t+ 1)− V (St) jе TD грешка.

5.3 Разлике TD и MC учења

Замислите самовозећи аутомобил коjем изненада на пут излети друго возило. Аутомобил ниjе
на време схватио да треба да закочи, али неким чудом возила у пуноj брзини су се мимоишла
и ниjе дошло до судара. Ако користимо TD, велика негативна награда коjу аутомобил очекуjе
када се приближи возилу ће се пропагирати у претходна стања и научиће да jе требао почети
кочење раниjе. Међутим, ако користимо MC, аутомобил ће видети само позитивну краjњу на-
граду и неће схватити да jе био у лошоj ситуациjи. У овом примеру TD очигледно даjе боље
резултате.

Размотримо jош jедан пример. Колима се враћамо кући из канцелариjе и меримо време путо-
вања.

Стање Протекло
време

Процењено
преостало
време

Процењен
укупно вре-
ме

излазимо из канцелариjе 0 30 30
стижемо до кола, пада киша 5 35 40
на аутопуту нема гужве 20 15 35
испред нас jе камион 30 10 40
улазимо у своjу улицу 40 3 43
стигли смо кући 43 0 43



DQN агент за дубоко учење са поjачавањем 23

Слика 21: Разлике у променама вредносних функциjа за TD и MC [4].

5.3.1 Компромис између пристрасности и дисперзиjе

Нека jе θ параметар чиjу вредност желимо да оценимо, а Tn наша оцена тог параметра. Кажемо
да jе оцена непристрасна ако важи E[Tn] = θ.

Дисперзиjа нам говори колико jе оцена "раширена", тj. колико jе велик опсег могућих вредно-
сти те оцене. Процењена вредносна функциjа стања представља случаjну променљиву, jер ће
различита покретања алгоритма наилазити на различито искуство, па ће се и оцена вредносних
функциjа разликовати. Када кажемо дисперзиjа у контексту алгоритма учења са поjачавањем,
мислимо на дисперзиjу вредносне функциjе одређеног стања. Дакле, дисперзиjа нам даjе ин-
формациjу о томе колико jе наша процена осетљива на различито искуство.

Дисперзиjа и пристрасност су извори грешке. Они одређуjу колико ће процена вредносне функ-
циjе успети да се приближи правоj вредности. Углавном су повезани тако да смањење jедног
доводи до повећања другог.

Поврат Gt = Rt+1 + γRt+2 + ...γT−1RT jе непристрасна оцена vπ(St). TD мета Rt+1 + γV (St+1)
jесте пристрасна, jер користи вредност V (St+1), коjа jе наша процена и у општем случаjу не
мора бити тачна.

Са друге стране, TD мета има мању дисперзиjу од поврата. Она зависи само од jедне случаjне
променљиве, Rt+1. V (St+1) jе константа па има дисперзиjу 0. Дисперзиjа поврата jе збир дис-
перзиjа великог броjа променљивих.

Због дисперзиjе ће алгоритам осциловати око правог решења. Величина тих осцилациjа зави-
сиће и од величине корака α.

Такође, зато што врши бутстрепинг, TD jе много осетљивиjи на почетне вредности.

У пракси се показуjе да су TD методе углавном ефикасниjе.

Пример насумичног хода. Сива стања су терминална. На графику jе приказана зависност про-
сечне грешке по свим стањима од броjа епизода коjе jе агент прошао. Дати су графици за
различите α. Видимо да TD брже тежи решењу и има мању минималну грешку. То значи да
jе дисперзиjа MC већи извор грешке него пристрасност.
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5.3.2 Разлике у случаjу ограниченог искуства

Размотримо прво jедан пример. Постоjе два стања, A и B, немамо попуст, дато нам jе 8 епизода:

A, 0, B, 0

B, 1

B, 1

B, 1

B, 1

B, 1

B, 1

B, 0

Коjе су вредности A и B?

MC конвергира решењу коjе минимизуjе средње квадратно одступање решења од података.

K∑
k=1

Tk∑
t=1

(Gkt − V (skt )) (5.13)

k jе броj епизоде, а t корак у епизоди. У AB примеру, V (A) = 0.



DQN агент за дубоко учење са поjачавањем 25

TD конвергира решењу наjвероватниjег Марковљевог модела, тj.
〈
S,A,P,R, γ

〉
коjе наjбоље

одговара виђеним подацима:

Pas,s′ =
1

N(s, a)

K∑
k=1

Tk∑
t=1

I(skt , a
k
t , s

k
t+1 = s, a, s′) (5.14)

Ras,s′ =
1

N(s, a)

K∑
k=1

Tk∑
t=1

I(skt , a
k
t = s, a)rkt (5.15)

I je индикатор догађаjа. Има вредност 1 ако jе jеднакост тачна, а 0 у супротном.
У AB примеру, V (A) = 0.75.

Слика 22: Наjвероватниjи Марковљев модел.

Ова разлика jе последица чињенице да TD, за разлику од MC-a, искоришћава Марковљево
своjство. Подсетимо се Марковљевог своjства: будућност зависи само од тренутног стања, што
значи да очекивани поврат стања не зависи од начина на коjи смо у њега дошли. Захваљуjући
томе TD jе углавном ефикасниjи у Марковљевим окружењима.

5.4 TD(λ) учење

5.4.1 Поврат у n корака

Зашто не бисмо дозволили да TD мета узме у обзир n корака пре него што бутстрепуjе? На
оваj начин уводимо генералниjу верзиjу TD учења, TD(λ), коjа нам даjе алгоритме између TD
и MC метода.

Слика 23: Поврати у n корака.
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Размотримо следеће примере поврата у n корака, за n=1,2,∞:

n = 1 (TD) G
(1)
t = Rt+1 + γV (St+1) (5.16)

n = 2 G
(2)
t = Rt+1 + γRt+2 + γ2V (St+2) (5.17)

...
... (5.18)

n =∞ (MC) G
(∞)
t = Rt+1 + γRt+2 + ...+ γT−1RT (5.19)

Дефинишимо поврат у n корака:

G
(n)
t = Rt+1 + γRt+2 + ...+ γn−1Rt+n + γnV (St+n) (5.20)

Сада уместо TD мете користимо нови поврат:

V (St) = V (St) + α(G
(n)
t − V (St)) (5.21)

Проблем са повратом у n корака jе избор одговараjућег n. Идеално n ће се значаjно мењати од
проблема до проблема. Циљ машинског учења jе да нађе алгоритме коjи могу без промене да
раде на што већем броjу проблема. Желимо да избегнемо потребу за одређивањем наjбољег n.

Пример већег насумичног хода. На графи-
ку се види зависност просечне грешке по
свим стањима од различитих вредности α
при коришћењу поврата у n корака. Раз-
личите криве се односе на различите вред-
ности n.

5.4.2 Просек за различите n

Наjjедноставниjа идеjа jе узети просечну вредност поврата у n корака за више различитих n.
Поставља се питање да ли можемо на ефикасан начин искомбиновати поврате за све могуће
вредности n?

5.4.3 λ поврат

Идеjа λ поврата jе да геометриjски отежинимо све поврате. Сума тежина мора бити jеднака 1.
Ово постижемо увођењем параметра λ ∈ [0, 1]. Тежина n-тог поврата jеднака jе (1− λ)λn−1:

Gλt = (1− λ)
∞∑
n=1

λn−1G
(n)
t (5.22)

Сада TD(λ) узима облик:
V (St) = V (St) + α(Gλt − V (St)) (5.23)

Специjални случаjеви: за λ = 0 добиjамо TD, а за λ = 1 MC учење.
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Слика 24: λ поврати.

5.4.4 TD(λ) са погледом унапред

У досадашњем приступу TD(λ) алгоритам jе гледао "напред у будућност"да би израчунао λ
поврат. Награде коjе су нам потребне за ажурирање неког стања добиjамо тек када то стање
напустимо. У пракси ово можемо извести тако што сачекамо да се епизода заврши и потом
посећуjемо стања уназад. Код Монте Карло метода смо већ видели да ниjе повољно чекати
завршетак епизоде. Ово можемо заобићи памћењем такозваних трагова одговорности.

Слика 25: Поглед унапред.

5.4.5 Трагови одговорности

Потребан нам jе начин да после сваког корака агента у окружењу ажурирамо претходна стања,
тако да укупно ажурирање сваког стања остане исто као при погледу унапред.

Слика 26: Шта jе узрок електрошока, звоно или лампица?

Постоjе два основна начина на коjе можемо рачунати колико jе сваки догађаj допринео исходу:
на основу броjа поjављивања догађаjа (фреквенциjе) и на основу тога колико се скоро догађаj
десио.
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Трагови одговорности комбинуjу ове две идеjе:

E0(s) = 0 (5.24)

Et(s) = γλEt−1(s) + I(St = s) (5.25)

Где jе Et(s) траг одговорности стања s у тренутку t. Сваки пут када наиђемо на неко стање
s, његов траг одговорности ће се увећати за 1 (I jе индикатор). Трагови одговорности свих
стања у коjима нисмо били у тренутку t експоненциjално опадаjу брзином γλ. Множимо са γλ
jер ће на таj начин укупно ажурирање бити исто као при погледу унапред са та два параметра.

Слика 27: Трагови одговорности

5.4.6 TD(λ) са погледом уназад

За свако стање чувамо траг одговорности и вредносне функциjе ажурирамо пропорционало
TD грешци δt и трагу одговорности Et(s):

δt = Rt+1 + γV (St+1)− V (St) (5.26)
V (s) = V (s) + αδtEt(s) (5.27)

Слика 28: Поглед уназад.

У случаjу λ=0, ажурирамо само тренутно стање:

Et(s) = I(St = s) (5.28)
V (s) = V (s) + αδtEt(s) (5.29)

Што jе еквивалентно са TD(0). Слично, за λ=1, алгоритам jе еквивалентан MC.

Теорема 5.4.1. Сума свих промена вредности неког стања jе jеднака за TD(λ) са погледом у
напред и погледом у назад:

T∑
t=1

αδtEt(s) =

T∑
t=1

α(Gλt − V (St))I(St = s) (5.30)
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Доказ. Претпоставимо да jе у току епизоде стање St посећено jедном у тренутку t. Тада важи:

Gλt − V (St) = −V (St) + (1− λ)λ0(Rt+1 + γV (St+1)) (5.31)

+ (1− λ)λ0(Rt+1 + γRt+2 + γ2V (St+2)) (5.32)

+ (1− λ)λ0(Rt+1 + γRt+2 + γ2Rt+2 + γ3V (St+3)) (5.33)
+ ... (5.34)

= −V (St) + (γλ)0(Rt+1 + γV (St+1)− γλV (St+1)) (5.35)

+ (γλ)1(Rt+2 + γV (St+2)− γλV (St+2)) (5.36)

+ (γλ)2(Rt+3 + γV (St+3)− γλV (St+3)) (5.37)
+ ... (5.38)

= (γλ)0(Rt+1 + γV (St+1)− V (St)) (5.39)

+ (γλ)1(Rt+2 + γV (St+2)− V (St+1)) (5.40)

+ (γλ)2(Rt+3 + γV (St+3)− V (St+2)) (5.41)
+ ... (5.42)

= δt + γλδt+1 + (γλ)2δt+2 + ... (5.43)

Пошто jе стање посећено само jедном:

T∑
t=1

αδtEt(s) = α

T∑
t=k

(γλ)t−kδt = α(Gλk − V (Sk)) (5.44)

У случаjу да jе стање посећено више пута, довољно jе да одвоjено посматрамо посете. Како
смо већ доказали да jе за сваку посету сума промена уназад jеднака промени унапред, исто
мора важити и за њихове суме.

Поглед унапред и уназад се значаjно разликуjу по питању временске сложености. При погледу
унапред, довољно jе да после завршене епизоде у обрнутом редоследу jедном прођемо стања
на агентовоj траjекториjи, jер ако jе λ-поврат стања посећеног у тренутку t jеднак:

Gλt−1 = (1− λ)
∞∑
n=1

λn−1G
(n)
t−1 (5.45)

= (1− λ)
∞∑
n=1

λn−1(Rt + γRt+1 + ...) (5.46)

= (1− λ)Rt + λ(1− λ)
∞∑
n=1

λn−1(Rt+1 + γRt+2 + ...) (5.47)

= (1− λ)Rt + λGλt (5.48)

Сложеност погледа унапред jе O(T ), где jе T дужина епизоде. При погледу уназад при сваком
кораку ажурирамо свако стање, па jе сложеност O(nT ), за n стања.
Видимо да поглед уназад има доста већу сложеност, па jе боље користити поглед унапред уко-
лико jе практично сачекати краj епизоде.
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Пример већег насумичног хода. На графи-
ку се види зависност просечне грешке по
свим стањима од различитих вредности α
при коришћењу λ-поврата. Различите кри-
ве се односе на различите вредности λ.

(a) Монте Карло (b) Temporal difference

(c) Динамичко програмирање

Слика 29: Преглед различитих начина ажурирања вредносних функциjа у обрађеним алгорит-
мима
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6 Контрола без модела

У претходна два поглавља видели смо како итеративном применом оцене и побољшања полисе
долазимо до оптималне вредносне функциjе у случаjу MDP-а, и како да оценимо полису у
случаjу да модел ниjе познат. Спаjањем ових идеjа долазимо до алгоритама за контролу без
модела.

Дефинициjа 6.0.1. Кажемо да алгоритам учи на полиси када унапређуjе полису π на
основу искуства прикупљеног пратећи ту полису.

Дефинициjа 6.0.2. Кажемо да алгоритам учи ван полисе када унапређуjе полису π на
основу искуства прикупљеног пратећи неку другу полису µ.

У случаjу учења на полиси агент мора да интереагуjе са окружењем и учи само из своjих
траjекториjа. Учење ван полисе му омогућава да учи гледаjући неког другог агента. Ово доноси
низ предности. Може учити гледаjући човека. Такође, када су интеракциjе са окружењем jако
скупе, можемо тренирати више различитих агената по цени jедног (на примеру самовозећих
аутомобила, велика jе разлика да ли ћемо их слупати 2 или 20). Међутим, оно често повећава
дисперзиjу. У овом поглављу ћемо обрадити оба типа алгоритама.
Подсетимо се да се итерациjа полисе састоjи из два дела: оцене и побољшања полисе. И даље
користимо ова два корака, али за њих уводимо нове алгоритме.

6.1 Монте Карло контрола на полиси

Да ли jе комбинациjа Монте Карло оцене и похлепног побољшања полисе довољна за налазак
оптималне полисе? Испоставља се да ниjе. Постоjе два проблема са овим приступом.
Први jе то што похлепно побољшање полисе у односу на вредносну функциjу V (s) захтева
познавање Марковљевог процеса одлучивања:

π′(s) = argmax
a∈A

(Ras + Pass′V (s′)) (6.1)

Решење: учимо вредносну функциjу акциjа Q(s, a):

π′(s) = argmax
a∈A

Q(s, a) (6.2)

Подсетимо се да учење Q(s, a) повећава сложеност, али jе овде неизбежно.

Слика 30

Други проблем jе то што радимо похлепна побољшања полисе. Увек похлепно бирање акциjа
доводи до проблема истраживања. Наиме, како сада не знамо MDP, при учењу не можемо у
обзир узети све могуће транзициjе. Лако се можемо заглавити на неком лошем локалном мак-
симуму и оставити већи део простора неистраженим.
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Слика 31: Испред вас су двоjа врата. Бирате jедна од њих и добиjате награду, коjа jе стохастич-
на. Пробали сте прва врата и добили награду 0. Потом друга, и оваj пут добиjате +1. Пратећи
похлепну полису поново отварате друга врата и добиjате награду +3. Процењена вредност би-
рања других врата jе +2, а првих 0. Ако друга увек даjу награде +1 и +3, изнова и изнова
ћемо њих отварати, иако смо из првих видели само jедну награду.

6.1.1 ε-похлепно побољшање полисе

Ово jе вероватно наjjедноставниjи начин да уведемо истраживање. У пракси се испоставља
да тешко можемо боље од њега. При сваком доношењу одлуке, са вероватноћом ε бирамо
насумичну акциjу:

π′(s) =

ε/m+ 1− ε за a∗ = argmax
a∈A

Q(s, a)

ε у супротном
(6.3)

Докажимо да ε-похлепно побољшање полису заиста чини бољом.

Теорема 6.1.1. За сваку ε-похлепну полису π, ε-похлепна полиса π′ по qπ има већу или jеднаку
вредносну функциjу, vπ′(s) ≥ vπ(s).

Доказ. Прво ћемо доказати да ако jедан корак користимо нову полису, а потом пратимо стару,
повећавамо вредносну функциjу:

qπ(s, π
′(s)) =

∑
a∈A

π′(a|s)qπ(s, a) (6.4)

= ε/m
∑
a∈A

qπ(s, a) + (1− ε)max
a∈A

qπ(s, a) (6.5)

≥ ε/m
∑
a∈A

qπ(s, a) + (1− ε)
∑
a∈A

π(a|s)− ε/m
1− ε

qπ(s, a) (6.6)

=
∑
a∈A

π(a|s)qπ(s, a) = vπ(s) (6.7)

Сада слично теореми о побољшању полисе коjу смо доказали у поглављу о динамичком про-
грамирању, неjеднакост за jедан корак можемо применити на све кораке дуж путање, одакле
следи vπ′(s) ≥ vπ(s).



DQN агент за дубоко учење са поjачавањем 33

6.1.2 Монте Карло итерациjа полисе

Алгоритам сада узима следећи облик:

• MC oцена полисе, Q = qπ

• ε-похлепно побољшање

Већ смо видели да jе у пракси често
неефикасно чекати да оцена полисе искон-
вергира правоj вредности. Можемо одмах
искористити стечено знање ε-похлепним
побољшањем после сваке епизоде.

Да ли ε-похлепни алгоритми заиста налазе оптималну вредносну функциjу? Овде постоjи ба-
ланс између две ствари. Неопходно jе да довољно истражуjу, да им не би промакла нека ин-
формациjа, али асимптотски мораjу да теже похлепноj полиси, jер jе свака оптимална полиса
похлепна.

Дефинициjа 6.1.1. Учење jе похлепно у границама са бесконачним истраживањем
(GLIE) акко:

• Све парове стање-акциjа виђамо бесконачно много пута:

lim
k→∞

Nk(s, a) =∞ (6.8)

• Полиса конвергира похлепноj полиси:

lim
k→∞

πk(a|s) = I(a = argmax
a′∈A

Qk(s, a
′)) (6.9)

Идеjа jе да ε поступно смањуjемо. На пример, ε-похлепно учење jе GLIE за εk = 1/k.

Теорема 6.1.2. GLIE Монте Карло контрола конвергира оптималноj вредносноj функциjи
акциjа, Q(s, a)→ q∗(s, a)

Дакле, GLIE своjство гарантуjе да алгоритам истражуjе баш онолико колико jе потребно.

6.2 Temportal Difference контрола на полиси

Већ смо видели више предности TD учења у односу на MC: мања дисперзиjа, учење из незавр-
шених и непотпуних епизода, већа брзина конвергенциjе и мања минимална грешка. Природно
се jавља идеjа да користимо TD уместо MC оцене полисе.
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Слика 32: Монте Карло контрола на примеру поjедностављеног Блек Џека из прошлог по-
главља.

6.2.1 SARSA

Дошли смо до алгоритма по имену SARSA (State, Action, Reward, next State, next Action). Она
jе облик TD оцене, када уместо V (s) користимо Q(s, a). Ажурирамо вредност стања и акциjе
за неку полису помоћу награде, наредног стања и наредне акциjе изабране истом том полисом:

(s, a) = Q(s, a) + α(R+ γQ(s′, a′)−Q(s, a)) (6.10)

Сада алгоритам контроле у сваком кораку врши:

• SARSA оцену полисе, Q ≈ qπ

• ε-похлепно побољшање полисе

Псеудокод алгоритма:
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SARSA

1 initialise Q(s, a),∀s ∈ S, a ∈ A(s), arbitrarily, and Q(terminal-state, ·) = 0
2 repeat (for each episode):
3 initialise S
4 choose A from S using policy derived from Q(e.g.,ε-greedy)
5 repeat (for each step of episode):
6 take action A, observe R, S′

7 choose A′ from S′ using policy derived from Q(e.g.,ε-greedy)
8 Q(S,A)← Q(S,A) + α[R+ γQ(S′, A′)−Q(S,A)]
9 S ← S′; A← A′

10 until S is terminal

Да ли SARSA увек конвергира оптималноj вредносноj функциjи? Овог пута нам jе потребно
jош jедно додатно своjство.

Теорема 6.2.1. SARSA конвергира оптималноj вредносноj функциjи акциjа,Q(s, a)→ q∗(s, a),
под следећим условима:

• алгоритмом добиjамо GLIE низ полиса

• и Робин-Монро низ величина корака αt:

∞∑
t=1

αt =∞ (6.11)

∞∑
t=1

α2
t <∞ (6.12)

Први услов нам говори да су кораци довољно велики, па ће почетна вредносна функциjа
успети да достигне праву, а други да се кораци временом смањуjу, захваљуjући чему ће
вредносна функциjа исконвергирати правоj.

Слика 33: Ветровити мрежни свет [5]. У сваком кораку агент може прећи на неко од суседних
поља (горе, доле, лево или десно), а на одређеним местима дува ветар коjи га гура на горе. Циљ
jе доћи до поља G. На другоj слици видимо оптималну полису добиjену SARSA-ом. Генерал-
но, за оваj алгоритам карактеристично jе дуго време до првог проналаска циља. Након тога,
бутстрепинг омогућава да агент учи све брже и брже, па добиjена крива има такав изглед.

Поново можемо уопштити TD учење на начин коjи смо то урадили у претходном поглављу.
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6.2.2 SARSA у n-корака

Дефинишимо Q-поврат у n корака:

q
(n)
t = Rt+1 + γRt+2 + ...+ γn−1Rt+n + γnQ(St+n, At+n) (6.13)

Сада SARSA ажурира Q(s, a) у смеру овог поврата:

Q(St, At) = Q(St, At) + α(q
(n)
t −Q(St, At)) (6.14)

6.2.3 SARSA(λ) са погледом унапред

Као што смо већ видели, λ поврат комбинуjе поврате у n корака за све n:

qλt = (1− λ)
∞∑
n=1

λn−1q
(n)
t (6.15)

SARSA(λ) ажурирања:

Q(St, At) = Q(St, At) + α(qλt −Q(St, At)) (6.16)

Избором λ добиjамо могућност балансирања између TD и MC, тj. између пристрасности и
дисперзиjе.

6.2.4 SARSA(λ) са погледом уназад

Користимо трагове одговорности:

E0(s, a) = 0 (6.17)
Et(s, a) = γλEt−1(s, a) + I(St = s,At = a) (6.18)

Ажурирања вршимо пропорционало TD грешци δt и трагу одговорности:

δt = Rt+1 + γQ(St+1, At+1)−Q(St, At) (6.19)
Q(s, a) = Q(s, a) + αδtEt(s, a) (6.20)

Псеудокод SARSA(λ) алгоритмa:

SARSA(λ)

1 initialise Q(s, a),∀s ∈ S, a ∈ A(s), arbitrarily, and Q(terminal-state, ·) = 0
2 repeat (for each episode):
3 E(s, a) = 0, for all s ∈ S, a ∈ A(s)
4 initialise S, A
5 repeat (for each step of episode):
6 take action A, observe R, S′

7 choose A′ from S′ using policy derived from Q(e.g.,ε-greedy)
8 δ ← R+ γQ(S′, A′)−Q(S,A)
9 E(S,A)← E(S,A) + 1
10 for all s ∈ S, a ∈ A(s) :
11 Q(s, a)← Q(s, a) + αδE(s, a)
12 E(s, a)← γλE(s, a)
13 S ← S′; A← A′

14 until S is terminal
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Слика 34: Пример разлике између обичног и λ SARSA алгоритма. На првоj слици jе прика-
зана агентова траjекториjа. Величине стрелица представљаjу величину вредносне функциjе
одговараjућих акциjа.

6.3 Учење ван полисе

Видели смо да истраживање представља велики проблем када немамо модел. Учење ван полисе
нам омогућава да оценимо циљну полису π(a|s) пратећи полису понашања µ(a|s). На оваj
начин можемо наћи оптималну полису док пратимо неку истраживачку полису. Такође, може-
мо поново искористити старо искуство, што ће бити од велике важности у наредном поглављу.

Погледаjмо сада два механизма коjима ово постижемо.

6.3.1 MC и TD учење ван полисе коришћењем Importance sampling-а

Генерална идеjа importance sampling-а jе да врши процену расподеле P на основу неке друге
расподеле Q, тако што узимамо узорке из Q, и множимо их са количником вероватноће да таj
узорак добиjемо из расподеле P и Q:

EX∼P [f(X)] =
∑

P (X)f(X) (6.21)

=
∑

Q(X)
P (X)

Q(X)
f(X) (6.22)

= EX∼Q
[
P (X)

Q(X)
f(X)

]
(6.23)

Importance sampling jе у суштини користан када jе лакше узимати узорке из Q него P.

Интегришемо га у MC тако што отежинимо поврат:

G
π/µ
t =

π(At|St)
µ(At|St)

π(At+1|St+1)

µ(At+1|St+1)
...
π(AT |ST )
µ(AT |ST )

Gt (6.24)

V (St) = V (St) + α(G
π/µ
t − V (St)) (6.25)

Иако на први поглед делуjе примамљиво, MC ван полисе доноси низ проблема коjи га чине
практично неупотребљивим. Постоjи могућност дељења са нулом, ако jе µ(At|St) = 0 када
π(At|St) ниjе, што jе врло могућа поjава. Такође, како стања и акциjе добиjамо праћењем по-
лисе µ, именилац разломка ће углавном бити доста већи него броjилац, па ће поврат постати
безначаjно мали. Уз све то, ово значаjно повећава дисперзиjу.

Када учимо ван полисе, неопходно jе да користимо TD:

V (St) = V (St) + α

(
π(At|St)
µ(At|St)

(Rt+1 + γV (St+1))− V (St)

)
(6.26)

У пракси, ни TD са importance sampling-ом не даjе претерано добре резултате, па користимо
друге методе.
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6.3.2 Q-учење у ширем смислу

Ово jе наjефикасниjа метода за учење ван полисе. Идеjа jе врло jедноставна. Када смо у неком
стању S, наредну акциjу At бирамо помоћу полисе понашања, чиме долазимо у ново стање
St+1. Након тога разматрамо алтернативну акциjу коjу би изабрали у новом стању пратећи
циљну полису. Потом Q(St, At) ажурирамо у смеру алтернативне акциjе:

Q(St, At) = Q(St, At) + α(Rt+1 + γQ(St+1, A
′)−Q(St, At)) (6.27)

Ово можемо схватити као уопштење TD(0) учења. При TD(0) учењу, циљна и полиса понашања
су исте. Елеганциjа Q-учења jе у томе што циљна полиса не узима у обзир никакве специфич-
ности полисе понашања, већ само виђене награде, коjе немаjу никакву пристрасност. Овде нам
µ служи да прикупи што више информативних транзициjа.
На пример, могли би да пратимо насумичну полису, а да учимо оптималну, и да тиме на неки
начин симулирамо исцрпну претрагу какву смо имали у динамичком програмирању.

6.3.3 Q-учење у ужем смислу

Када се спомене Q-учење, углавном се мисли на оваj специjални случаj. Сада нам jе циљна
полиса похлепна у односу на Q(s, a):

π(St+1) = argmax
a′

Q(St+1, a
′) (6.28)

А полиса понашања ε-похлепна у односу на Q(s, a). Обе полисе се побољшаваjу.
Овим добиjамо поjедностављену мету:

Rt+1 + γQ(St+1, A
′) (6.29)

=Rt+1 + γQ(St+1, argmax
a′

Q(St+1, a
′)) (6.30)

=Rt+1 +max
a′

γQ(St+1, a
′) (6.31)

па ажурирања узимаjу облик:

Q(s, a) = Q(s, a) + α

(
R+ γmax

a′
Q(S′, a′)−Q(S,A)

)
(6.32)

Зашто пратимо ε-похлепну полису? Зашто не насумичну? ε-похлепна полисе jа углавном веома
ефикасна, jер довољно истражуjе, а не расплињуjе се превише на све делове порстора, чиме
омогућава брже учење вредносних функциjа у битним тачкама.

Може се доказати да Q-учење заиста конвергира.

Теорема 6.3.1. Q-учење конвергира оптималноj вредносноj функциjи акциjа, Q(s, a) →
q∗(s, a)

Направимо контраст између ДП и TD метода и Белманових jедначина коjе имплицитно кори-
сте.

Белманова jедначина ДП TD
Белманова jедначина очеки-
вања за vπ(s)

Итеративна оцена по-
лисе TD учење

Белманова jедначина очеки-
вања за qπ(s, a)

Q-итерациjа полисе SARSA

Белманова jедначина опти-
малности за q∗(s, a)

Q-итерациjа вредносне
функциjе Q-учењe
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Пример разлике између учења на и ван
полисе. Претпоставимо да ε има фиксну
вредност. ε-похлепна полиса има не нулту
вероватноћу да насумично скрене ка про-
валиjи. SARSA учи на полиси, стога ура-
чунава ризик од слетања у провалиjу, па
иде заобилазним путем. Са друге стране,
Q-учењем налази наjкраћи пут до решења.
(Када би GLIE своjство било задовољено и
SARSA би нашла наjкраћи пут.)
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7 Апроксимациjа вредносне функциjе

У шаху постоjи око 1045 стања. Ако управљaмо роботом, простор могућих очитавања сензора
jе континуалан. Већина реалних проблема имаjу своjство да jе скуп стања превише велики, па
не можемо експлицитно памтити вредносне функциjе за свако стање. Очигледно морамо надо-
градити методе коjе смо до сада користили. Циљ наших алгоритама jе да раде са произвољно
великим простором стања.

7.1 Апроксиматори вредносне функциjе

Када човек научи да вози аутомобил, његово знање ниjе ограниченo само на полигон на коjем
jе учио. За људе, аутопут, градска улица, пут по коjем пада киша, колона возила, пут у Новом
Саду и пут у Београду нису потпуно различита стања. Ово jе могуће зато што људи поседуjу
способност генерализациjе. Ово постижемо коришћењем апроксиматора вредносне функциjе.

До сада смо вредносне функциjе представљали “таблицом”, у коjоj се налазило поље за сваки
пар стање, акциjа. Чак и када би имали довољно мемориjе да чувамо сва стања, учење би
jедноставно било преспоро.
Могућност генерализациjе смањуjе мемориjу и време извршавања, али смањуjе и прецизност.
Арпоксиматоре означавамо на следећи начин:

v̂(s,w) ≈ vπ(s) (7.1)
q̂(s, a,w) ≈ qπ(s, a) (7.2)

w представља вектор параметара апроксиматора. Апроксиматор jе функциjа стања (акциjе)
и параметара, па и од њих зависи како ћемо процењивати стања. Учење вршимо мењањем
параметара, што нам омогућава да мењамо процене вредносне функциjе.

Слика 35: Различите врсте апроксиматора у учењу са поjачавањем. Прва слика jе апрокси-
мациjа вредносне функциjе стања, друга апроксимира вредносну функциjу акциjе, а трећа за
неко стање даjе вредносне функциjе свих могућих акциjа. У зависности од проблема, jедан од
ових приступа ће бити наjефикасниjи.

Постоjи велики броj различитих апроксиматора функциjа. За учење са поjачавањем потребно
нам jе да апроксиматор буде диференциjабилан, то jест да можемо наћи парциjални извод за
сваки параметар. Када знамо градиjент апроксиматора, знамо на коjи начин промена параме-
тара утиче на излаз функциjе, па самим тим и можемо оцену вредности за неко стање померити
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у жељеном смеру.

Градиjент представља уопштење извода у случаjу функциjа више променљивих (функциjа над
векторима). Градиjент jе вектор, садржи парциjалне изводе по свакоj променљивоj. Знак из-
вода нам говори да ли функциjа расте или опада (што можемо схватити и као смер у ком
функциjа расте), а апсолутна вредност колико се брзо функциjа мења. Слично, k-ти елемент
градиjента нам говори како ће се функциjа мењати ако улаз мењамо само у k-тоj оси. Знак
сваког елемента градиjента нам говори у ком смеру да померамо таj елемент да би функциjа
расла. Захваљуjући томе, градиjент даjе смер наjбржег раста функциjе, и то jе своjство коjе
ћемо користити.

Велики броj апроксиматора наjбоље раде када их тренирамо над подацима коjи су стационарни
(што би значило да од почетка имамо исто искуство), и да су сви jеднако расподељени, тj. да
над сваким податком подjеднако често вршимо учење. У нашем случаjу, подаци су транзициjе
агента. Очигледно, ниjедно од ова два своjства ниjе задовољено. Агент свакако може открити
потпуно нова стања, и нека може посетити само jедном, док друга посећуjе врло често.
У овом поглављу ћемо се фокусирати на линеарну комбинациjу карактеристика, ради jедно-
ставности. У пракси се наjчешће користе неуралне мреже [10].

7.2 Инкременталне методе

Инкрементални алгоритми ажурирања примењуjу на стања оним редом коjим на њих наилазе
и након тога одбацуjу виђено искуство. У наредном одељку видећемо како можемо ефикасниjе
користи искуство, што ће бити изузетно битно у случаjу нелинеарних апроксиматора.

7.2.1 Градиjентни спуст

Нека jе J(w) диференциjабилна функциjа вектора параметара w. Градиjент дефинишемо као:

∇wJ(w) =


∂J(w)
∂w1
...

∂J(w)
∂wn

 (7.3)

Да би нашли локални минимум за J(w) довољно jе да вектор параметара w итеративно малим
корацима померимо у смеру негативног градиjента:

4w = −1

2
α∇wJ(w) (7.4)

α jе величина корака, 1
2 ниjе битна, служи да би се формула коjу ћемо касниjе видети лепше

средила. Ово jе основна идеjа градиjентног спуста.

У случаjу оцене вредносне функциjе циљ jе наћи вектор параметара w коjи минимизуjе очеки-
вано средње квадратно одступање апроксимациjе v̂π(s,w) и праве вредносне функциjе vπ(s):

J(w) = Eπ
[
(vπ(S)− v̂(S,w))2

]
(7.5)

Градиjентни спуст налази локални минимум итеративним ажурирањем вектора параметара:

4w = −1

2
α∇wJ(w) (7.6)

= αEπ [(vπ(S)− v̂(S,w))∇wv̂(S,w)] (7.7)
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Да би израчунали очекивану вредност неопходно jе да знамо динамику окружења, па jе чист
градиjентни спуст за нас неупотребљив. Уместо тога користимо стохастични градijентни спуст,
коjи ажурирања врши у правцу поjединачних градиjената:

4w = α(vπ(S)− v̂(S,w))∇wv̂(S,w) (7.8)

После довољно итерациjа, стохастични градиjентни спуст тежи обичном.

vπ коjе смо у претходним формулама користили нам ниjе познато, њега ћемо заменти MC и
TD метама коjе смо обрадили.

Слика 36: Визуелизациjа градиjентног спуста.

7.2.2 Вектор карактеристика

Циљ вектора карактеристика jе да стање представи преко низа вредости коjе га карактеришу.
Те карактеристичне вредности треба што боље да описуjу стање у коjем се агент налази. Када
користимо линеарни апроксиматор, на улазу му даjемо оваj вектор. Уколико jе избор карак-
теристика добар, тj. ако у себи садржи све битне информациjе проблема коjи решавамо, може
довести до значаjно бржег учења.

x(S) =

x1(S)...
xn(S)

 (7.9)

На пример, робот коjи жели да дође до неке значаjне тачке, може уместо своjе апсолутне
локациjе у универзуму користити удаљеност од те тачке.

7.2.3 Апроксимациjа линеарном комбинациjом карактеристика

Вредносну функциjу представљамо линеарнoм комбинациjoм карактеристика:

v̂(S,w) = x(S)Tw =
n∑
j=1

xj(S)wj (7.10)

x(S)T jе транспонована матрица x(S).

Тежине одређуjу колико jе битна свака од карактеристика. Линеарном комбинациjом у већини
случаjева не добиjамо савршену апроксимациjу, али имамо jедноставну репрезентациjу стања
са коjом jе лако радити.
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Такође битно своjство jе то што jе циљна функциjа сада квадратна:

J(w) = Eπ
[
(vπ(S)− x(S)Tw))2

]
(7.11)

Ово значи да нема локалних минимума, па стохастични градиjентни спуст увек проналази
глобални минимум. Ажурирања добиjаjу следећи облик:

∇wv̂(S,w) = x(S) (7.12)
4w = α(vπ(S)− v̂(S,w))x(S) (7.13)

Дакле, k-ту тежину ажурирамо производом величине корака, грешке процене и вредности k-те
карактеристике. Што jе већа активираност неке карактеристике, она више утиче на тренутно
стање, па ће и њена промена бити већа. Ово и интуитивно има смисла, нпр. FALI PRIMER

Табеларни приступ (чување свих стања) коjи смо до сада користили jе само специjални случаj
линеарне апроксимациjе. Да би се у ово уверили, довољно jе да вектор карактеристика има
низ индикатора за свако од могућих стања.

xtable(S) =

I(S = s1)
...

I(S = sn)

 (7.14)

Сада сваки параметар wk даjе вредност k-тог стања:

v̂(S,w) =

I(S = s1)
...

I(S = sn)

 .

w1
...

wn

 (7.15)

7.2.4 Алгоритми предвиђања

У досадашњем делу поглавља претпоставили смо да знамо праву вредносну функциjу vπ. Ово у
учењу са поjачавањем наравно ниjе случаj. Потребно jе да vπ заменимо метом. Ово постижемо
jедним од алгоритама коjе смо већ видели:

7.2.4.1 Монте Карло оцена

У случаjу Монте Карло оцене, мета jе поврат Gt:

4w = α(Gt − v̂(St,w))∇wv̂(St,w) (7.16)

Подсетимо се да jе поврат непристрасна оцена вредносне функциjе, високе дисперзиjе. Оваj
алгоритам можемо схватити и као супервизирано учење над “тренинг подацима:”

〈S1, G1〉 , 〈S2, G2〉 , . . . , 〈ST , GT 〉 (7.17)

На пример, ако користимо линеарну Монте Карло оцену добиjамо:

4w = α(Gt − v̂(St,w))x(St) (7.18)

Монте Карло оцена конвергира локалном оптимуму чак и када користимо нелинеарне апрок-
симаторе, што jе последица непристрасности поврата. Ово своjство нећемо доказивати.



DQN агент за дубоко учење са поjачавањем 44

7.2.4.2 TD оцена

За TD(0) oцену, користимо TD мету Rt+1 + γv̂(St+1,w):

4w = α(Rt+1 + γv̂(St+1,w)− v̂(St,w))∇wv̂(St,w) (7.19)

TD мета jе пристрасна оцена вредносне функциjе. Као и за MC, оваj алгоритам можемо схва-
тити као супервизирано учење над виђеним искуством:

〈S1, R2 + γv̂(S2,w)〉 , 〈S2, R3 + γv̂(S3,w)〉 , . . . , 〈ST−1, RT 〉 , (7.20)

У случаjу линеарне TD(0) оцене, промене тежина добиjаjу следећи облик:

4w = α(Rt+1 + γv̂(S′,w)− v̂(St,w))x(St) (7.21)

Може се доказати да линеарна TD(0) оцена конвергира глобалном оптимуму. Ово ниjе гаран-
товано ако користимо нелинеарне апроксиматоре. Ипак, у пракси се показуjе да TD методе на
већини проблема раде и боље него MC, у смислу брже конвергенциjе и мање краjње грешке
коjу достижу.

7.2.4.3 TD(λ) оцена

За TD(λ), мета jе λ-поврат Gλt :

4w = α(Gλt − v̂(St,w))∇wv̂(St,w) (7.22)

λ-поврат jе оцена мање пристрасности од TD мете и мање дисперзиjе од поврата. Поново
алгоритам можемо схватити као супервизирано учење над виђеним искуством:〈

S1, G
λ
1

〉
,
〈
S2, G

λ
2

〉
, . . . ,

〈
ST , G

λ
T

〉
(7.23)

Ажурирања параметара на примеру линеарне TD(λ) са погледом унапред имаjу следећи облик:

4w = α(Gλt − v̂(St,w))x(St) (7.24)

Ако користимо поглед уназад, потребни су нам трагови одговорности. Овог пута, траг не чу-
вамо за свако стање, већ за сваку карактеристику. Када наиђемо на неко стање, сваки траг
одговорности увећавамо за вредност одговараjуће карактеристике:

δt = Rt+1 + γv̂(St+1,w)− v̂(St,w) (7.25)
Et = γλEt−1 + x(St) (7.26)
4w = αδtEt (7.27)

Погледи унапред и уназад су еквивалентни.

7.2.5 Алгоритми контроле

Већ смо видели два битна додатка коjа контрола захтева у односу на предвиђање: коришћење
вредносне функциjе акциjа q(s, a) (сада користимо апроксиматор ове функциjе q̂(S,A,w)) и
ε-похлепно истраживање.

Као и до сада, алгоритми контроле са апроксиматором се састоjе из два дела:

• Оцена полисе. Као и у случаjу без апроксиматора, ниjе неопходно да оцена дође до праве
вредносне функциjе. Уместо тога радимо пар корака оцене (често 1) и одмах побољшава-
мо полису. Када користимо апроксиматор, чак jе и бесмислено чекати праву вредносну
функциjу, jер самим коришћењем апроксиматора углавном губимо могућност да jе пот-
пуно прецизно одредимо.
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Слика 37: Конвергенциjе различитих алгоритама предвиђања.

• ε-похлепно побољшање полисе.

Како користимо апроксиматор, немамо гаранциjу да ће алгоритам контроле конвергирати оп-
тималноj вредносноj функциjи. Наjбоље чему можемо да се надамо jе да наша оцена постаjе
ближа и ближа q∗. Испоставља се да ни ово ниjе случаj. У пракси ови алгоритми осцилуjу око
решења као у некоj посуди, и некада изађу из посуде па се поново врате. Иако териjски немаjу
никакве гаранциjе конвергенциjе, алгоритми углавном после довољно великог броjа корака до-
лазе прилично близу оптималне вредносне функциjе.

Погледаjмо сада како изгледаjу коришћени поjмови у случаjу вредносне функциjе акциjа. Же-
лимо да минимизуjемо средње квадратно одступање:

J(w) = Eπ
[
(qπ(S,A)− q̂(S,A,w))2

]
(7.28)

Формула за ажурирања вектора параметара стохастичним градиjентним спустом:

4w = α(qπ(S,A)− q̂(S,A,w))∇wq̂(S,A,w) (7.29)

Сада у случаjу линеарног апроксиматора, пар (стање, акциjа) представљамо вектором карак-
теристика:

x(S,A) =

x1(S,A)...
xn(S,A)

 (7.30)

Ажурирања параметара у случаjу линеарног апроксиматора:

4w = α(qπ(S,A)− q̂(S,A,w))x(S,A) (7.31)

Ажурирања са убаченом метом за редом MC, TD (SARSA) и TD(λ) са погледом унапред:

4w = α(Gt − q̂(S,A,w))∇wq̂(S,A,w) (7.32)
4w = α(Rt+1 + γq̂(St+1, At+1,w)− q̂(S,A,w))∇wq̂(S,A,w) (7.33)

4w = α(qλt (S,A)− q̂(S,A,w))∇wq̂(S,A,w) (7.34)
(7.35)
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Слика 38: SARSA алгоритам са апроксиматором функциjе на примеру аутомобила на планини.
Циљ jе попети се на десни врх планине. Стање нам jе дато са два броjа: x координатом аутомо-
била и његовом брзином, коjи су континуални. У сваком кораку аутомобил може да убрза на
десно или лево. Нема довољно снаге да се одjедном попне до циља, већ мора да се “заљуља”, тj.
да оде на jедну страну, потом се пусти и оде што више на другу, и тако више пута док не стекне
довољну брзину. На сликама jе приказан апроксиматор вредносне функциjе. Нећемо улазити
у његове детаље. Битно jе знати да jе састављен од великог броjа плочица коjе се преклапаjу,
тако да ажурирања вредносне функциjе у jедноj тачки повлаче у истом смеру и њоj суседне
тачке.

Слика 39: Конвергенциjа различитих алгоритама контроле. Xзначи да алгоритам равномерно
конвергира, тj. сваким кораком jе све ближи решењу. (X) представља “цвокотаву” конверген-
циjу, што значи да се алгоритам jедно време приближава па потом одаљава од решења, али у
целини конвергира релативно близу оптималне вредносне функциjе.

7.3 Скуповне методе

Инкременталне методе одбацуjу виђене транзициjе после jедног ажурирања. Ово ниjе ефикасно
jер jедном искоришћено искуство и даље има сазнаjну вредност. Поновно коришћење искуства
памтимо у мемориjи искуства. Ове методе су скуповне, jер сада при сваком кораку нећемо ажу-
рирати вектор параметара само jедном транзициjом, већ скупом транзициjа (величине скупова
у пракси су углавном 16, 32 или 64).

Наjчешће коришћени апроксиматор функциjа у пракси су неуралне мреже. Да би оне научи-
ле добру апроксимациjу функциjе, потребно jе да подаци коjима jе тренирамо буду што више
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Слика 40: На графицима су приказане просечне грешке апроксимациjе за различите изборе λ у
случаjу 4 позната проблема. Као и без апроксиматора, MC методе поново даjу наjгоре резулате,
иако нам гарантуjу конвергенциjу локалном минимуму. Бутстрепинг повећава ефикасност. Али
морамо бити опрезни jер постоjе примери у коjима ова метода дивергира. Градиjентно Q-учење

jеднако расподељени. У нашем контексту, ово би значило да jе при сваком кораку jеднако ве-
роватно да било коjу могућу транзициjу користимо за ажурирање. Како немамо увид у све
могуће трaнзициjе, наjбоље што можемо jе да памтимо и искористимо виђено искуство. Инкре-
менталне методе очигледно немаjу ово своjство. Стања на траjекториjама коjе агент пролази
су суседна, па самим тим и jако корелисана. Неурална мрежа ће се превише фокусирати на
уску групу стања, за њих ће научити добру апроксимациjу, али ће за остала катастрофално
дивергирати.

7.3.1 Минимално квадратно предвиђање

Сада, уз апроксиматор вредносне функциjе v̂(s,w) ≈ vπ(s), чувамо и читаво виђено искуство
D сачињено од парова (стање, акциjа):

D = 〈s1, vπ1 〉 , 〈s2, vπ2 〉 , . . . , 〈sT , vπT 〉 (7.36)

Потребан нам jе начин да одредимо колико добро апроксиматор процењуjе вредности из иску-
ства.

Алгоритми минималног квадратног предвиђања налазе вектор параметара w коjи минимизуjе
укупно квадратно одступање између апроксимациjе v̂(st,w) и праве вредности vπt :

LS(w) =

T∑
t=1

(vπt − v̂(st,w))2 (7.37)

= ED [vπ − v̂(s,w)] (7.38)

7.3.2 Стохастични градиjентни спуст са мемориjом искуства

Ово су алгоритми минималног квадратног предвиђања коjи итеративно примењуjе два коракa:
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• Узимамо узорак (стање, акциjа) из искуства:

〈s, vπ〉 ∼ D (7.39)

• Вршимо ажурирање стохастичним градиjентним спустом:

4w = α(vπ − v̂(s,w))∇wv̂(s,w) (7.40)

Овим поступком вектор параметара конвергира минималном квадратном решењу:

wπ = argmin
w

LS(w) (7.41)

Наравно, нама права вредносна функциjа vπ ниjе позната. Уместо ње морамо убацити неку
мету. Како користимо стара искуства, учење мора бити ван полисе, па се алгоритам Q-учења
намеће као логичан избор.

7.3.3 Дубокe Q-мреже (DQN) са мемориjом искуства

Ово jе алгоритам Q-учења коjи као апроксиматор користи дубоку неуралну мрежу [10], и уз
то имплементира две битне идеjе: мемориjу искуства и фиксне Q-мете.

Шта подразумеваjу фиксне Q мете? Када користимо апроксиматор вредносне функциjе, i-то
Q-ажурирање узимаjа следећи облик:

4wi = α(r + γmax
a′

q̂(s′, a′, wi)− q̂(s, a, wi))∇wi q̂(S,A,wi) (7.42)

Подсетимо се да из стања s акциjу a бирамо на основу ε-похлепне полисе.
Идеjа jе да замрзнемо параметре коjи се користе за процену мете, тj. да r + γmax

a′
q̂(s′, a′, wi)

заменимо са r+γmax
a′

q̂(s′, a′, w−i ), при чему вектор w−i на почетку постављамо да буде баш wi,

а потом га неки броj корака не мењамо (у пракси углавном пар хиљада корака), након чега га
поново изjедначавамо са wi.

Зашто уводимо фиксне Q-мете? Оне значаjно стабилизуjу учење. Дубоке неуралне мреже су
врло нестабилне, и ако им дамо низ корелисаних стања лако дивергираjу. Иако коришћењем
мемориjе искуства омогућавамо насумично бирање транзициjа, насумично можемо више пута
извући мање-више корелисана стања и потпуно упропастити до тада изграђену апроксимаци-
jу. Иако на први поглед оваj ефекат не делуjе значаjно, у пракси се испоставља да jесте. Тек
када фиксирамо параметре мете на пар хиљада корака, вероватноћа да нам се ово деси постаjе
занемарљиво мала.

DQN jе од великог значаjа. У време када jе изашао (2013) био jе први агент коjи jе успешно
играо игрице из Атари [11] домена и покренуо jе низ других истраживања у овоj области. Из-
узетно jе импресивно то што су агенту дате само слике екрана. Он нема никакву информациjу
о томе шта ствари на екрану значе. Ово значаjно отежава учење, jер агент сам мора да на-
учи да тумачи слике. Тип апроксиматора коjи се користи за рад над сликама jе конволуциона
неурална мрежа [10], у чиjе детаље нећемо улазити.

Псеудокод алгоритма, при сваком кораку ажурирања вршимо помоћу мини-скупова:
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DQN with experience replay

1 initialize replay memory D
2 initialize parameter vectors w and w− with random numbers
3 for all episodes
4 observe initial state s
5 repeat
6 with probability ε select a random action
7 otherwise select a = argmax

a′
Q(s, a′)

8 execute action a and observe reward r and new state s′

9 store experience (s, a, r, s′) in replay memory D
10 sample random minibatch of transitions (sj , aj , rj , s

′
j) from D

11 set yj =

{
rj for terminal s′j
rj + γmaxa′ Q(s′j , a

′, w−) otherwise
12 perform gradient descent step on (yj −Q(sj , aj , w))

2

13 if needed set w− = w
14 until end of episode
15 end for

Слика 41: Резултати на Атари игрицама [6]. DQN постиже боље резултате од стручног људског
играча на свим игрицама лево од вертикалне линиjе.
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Слика 42: Просечна укупна награда по епизоди на више игрица [6], у зависности од тога да ли
користимо мемориjу искуства и фиксне Q-мете.
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8 Закључак

Циљ овог матурског рада био jе да теориjски обради учење са поjачавањем. Фокус ниjе био
толико на конкретним применама, колико на схватању генералних идеjа и алгоритама. Почели
смо од решавања потпуно познатих окружења и редом смо усложњавали проблем. На краjу
смо видели како можемо скалирати научене методе на реалне примере и упознали се са jедним
скорашњим успешним моделом.

Последњих пар година настао jе велики броj надоградњи на DQN модел. Могућност за евенту-
ални даљи рад су њихова обрада и поређење. Такође, изостављена jе имплементациjа обрађених
алгоритама.

Током израде овог матурског рада, нисам успео да нађем било какву литературу на српском
jезику. Идеjе у овом матурском раду су уведене од нуле и уз мноштво примера, па сматрам
да он може да послужи као квалитетна почетна тачка сваком ентузиjасти. Такође сматрам да
jе обрађено знање довољно за даљи самосталан рад и разумевање наjсавремениjих алгоритама.

На самом краjу желео бих да изразим захвалност:

• Петру Величковићу – мом ментору, коjи ми jе и поред великог броjа обавеза значаjно
помогао при изради овог рада низом сугестиjа, предлогом теме и упућивањем на одго-
вараjућу литаратуру. Такође, као jедном од оснивача Недеље информатике, коjа ме jе
упозанала са великим броjем до тада невиђених области рачунарских наука и заинтере-
совала за машинско учење.

• Jелени Хаџи-Пурић – мом ментору, чиjа ме безгранична енергиjа увек мотивише.

• Филипу Марићу – мом професору информатике из средње школе, коjи увек предаjе на
забаван начин, уз мноштво инспиративних примера.

• Момчилу Топаловићу и Алекси Милисављевићу – другарима из школе, захваљуjући
коjима сам значаjно напредовао на пољу такмичарског програмирања.
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